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RESUMEN

El análisis de series de tiempo tiene dos objetivos básicos: El primero es contar con una descripción sistemática de las características fundamentales de las series observadas. El segundo objetivo es obtener información acerca de los probables valores futuros de la serie de tiempo, a partir de la caracterización de las propiedades de la serie. En este trabajo se presentan los modelos de espacio de estados (MEE), también llamados modelos estructurales, para estimar mediante el filtro de Kalman los componentes no observables de una serie de tiempo y en base a dichas estimaciones, realizar el ajuste estacional. Se realiza una aplicación empírica con series simuladas en distintos escenarios posibles, los cuales se ajustan estacionalmente por tres métodos: por un lado los tradicionales X-12 ARIMA y Tramo-Seats y por otro los MEE. Se realiza una breve comparación entre los resultados de dichos métodos.
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1. Introducción
El análisis de series de tiempo tiene dos objetivos básicos: El primero es contar con una descripción sistemática de las características fundamentales de las series observadas. El segundo objetivo es obtener información acerca de los probables valores futuros de la serie de tiempo, a partir de la caracterización de las propiedades de la serie.
Con respecto al primer objetivo, una serie de tiempo puede ser caracterizada por los siguientes componentes:
• Tendencia de largo plazo.
• Variación cíclica.
• Variación estacional.
• Variación residual.
Cuando las series de tiempo se observan con periodicidad mensual o trimestral, habitualmente muestran estacionalidad. Una definición es estacionalidad podría ser “el efecto compuesto de los eventos climáticos e institucionales que se repiten más o menos regularmente cada año”  (Dagum, 1984). Thomas y Wallis (1971) definen la estacionalidad como “movimientos intra-anuales y sistemáticos, aunque no necesariamente regulares, en las series de tiempo económicas que con frecuencia son causados por fenómenos no económicos”.
La estacionalidad es definida en términos de predicción, como la parte de la serie que, cuando se extrapola, se repite a sí misma sobre cualquier período de tiempo de un año y que promedia cero sobre todo el período de tiempo (Harvey, 1988).
Habitualmente, en el análisis macroeconómico de las series de tiempo, se considera a la estacionalidad como una especie de “contaminación” de los datos, que no aporta información útil y por lo tanto, las variaciones estacionales deben ser eliminadas antes de continuar con el análisis. El ajuste estacional de series de tiempo económicas es muy importante para la toma de decisiones en cualquier nivel de la actividad económica. Esto consiste en filtrar la información original, para eliminar las variaciones estacionales. Los datos desestacionalizados son útiles principalmente para identificar en que etapa del ciclo económico se encuentra la economía actual. La serie ajustada estacionalmente puede ser analizada para la identificación de tendencia, ciclo y otros fenómenos propios de la serie. Además es de gran utilidad para el analista observar una serie libre de oscilaciones estacionales, ya que esto le ayuda a elaborar comparaciones entre meses consecutivos y no consecutivos para evaluar la coyuntura.  Sin embargo, hay otros casos, en los que se necesita pronosticar esas fluctuaciones estacionales, por lo que, en esas ocasiones no debería desestacionalizarse la serie.
Con el paso del tiempo se han creado diversos métodos para la desestacionalización de series; uno de los procesos más simples es el de comparar directamente cada cifra del mes con el dato equivalente del año anterior, con lo que se deduce que la estacionalidad es periódica con un lapso de un año. A esta comparación se le llama variación interanual, sin embargo, presenta la desventaja de que se pierde toda la información contenida en los meses restantes.
A la hora de realizar el ajuste estacional, se pueden distinguir dos tendencias en el enfoque utilizado: el enfoque no paramétrico (ó empírico), y el enfoque paramétrico (ó basado en modelos). El siguiente esquema resume los métodos utilizados para este ajuste (Fischer B., 1995).
Gráfico 1: Métodos de desestacionalización

El enfoque no paramétrico, permite estimar los componentes no observados de una serie de tiempo sin recurrir a la especificación de un modelo estadístico para la serie de tiempo analizada. Por ello, este tipo de procedimiento también se conoce como enfoque empírico. Usualmente bajo este enfoque, los componentes se estiman mediante la aplicación sucesiva de filtros lineales, los cuales pueden ser interpretados como regresiones locales en intervalos móviles en el tiempo.
En todo caso, aunque no se considera explícitamente un modelo estadístico; para todos los procedimientos empíricos es posible encontrar un modelo estadístico óptimo que aproxima los resultados del procedimiento. Por ello, a este enfoque también se le conoce como de modelos implícitos (Villarreal, 2005).
El método no paramétrico más utilizado es el X12-ARIMA, programa de código abierto creado por el U.S.  Bureau of Census.
El enfoque basado en modelos se basa en obtener el modelo que mejor representa a una serie y estimar el componente estacional de forma que este sea compatible con este modelo, bajo las restricciones que impone dicho modelo. La aplicación más utilizada de este enfoque es el TRAMO-SEATS, desarrollada por Agustín Maravall.
El ajuste estacional puede resumirse en 6 pasos (Banco Central Europeo, 2000):
1. Familiarización con las series de tiempo a ajustar: el objetivo es contar con los elementos necesarios para seleccionar los parámetros de ajuste más adecuados para que la serie desestacionalizada refleje las características de la serie original.
2. Ajuste previo: con esto se evita que el proceso de ajuste se vea afectado por no linearidades en la serie y mejora la estabilidad de los componentes estimados ante la incorporación de nuevas observaciones.
3. Diagnósticos de la bondad del “pre-ajuste”: si los diagnósticos indican algún problema, hay que volver al paso 2 y realizar los cambios necesarios a ese ajuste.
4. Descomposición de la serie en sus componentes básicos.
5. Se reincorporan los efectos identificados en la etapa 2, a la componente correspondiente. Por ejemplo, si se identificó un efecto calendario, este será reincorporado a la componente estacional.
6. Se realiza otra serie de diagnósticos para evaluar la descomposición y la asignación de efectos, realizadas en las etapas 4 y 5. Como en el paso 3, si los diagnósticos evidencian algún problema, es necesario volver a la etapa donde se originó y volver a realizarla para mejorar los diagnósticos.

2. Métodos de Ajuste Estacional
En este trabajo, se va a poner énfasis en dos métodos ampliamente utilizados para desestacionalizar: X12-ARIMA y TRAMO-SEATS. Estos van a ser utilizados como referencias para comparar y diagnosticar el desempeño de una tercer metodología, no tan utilizada.


2.1. X12-ARIMA
Antes de describir el funcionamiento del método X12-ARIMA, hay que referiste a sus predecesores, como X11 y X11-ARIMA.
X-11 pertenece al enfoque empírico. A pesar de no estar basado en un modelo estadístico, uno de los atractivos del módulo X-11, es que se basa en un algoritmo muy sencillo para estimar dichos componentes.
El algoritmo básico se describe en los siguientes cinco pasos (Villarreal, 2005):
1. A partir de la descomposición aditiva
Zt = Tt + St + It				(3.1)		( T = tendencia/ciclo; S = estacionalidad; I = irregular)
el primer paso del algoritmo es utilizar una media móvil para estimar el componente de tendencia-ciclo. La media móvil utilizada debe de cumplir con tres objetivos: por un lado tiene que representar lo mejor posible el componente de tendencia ciclo, adicionalmente debe eliminar la componente estacional, y finalmente debe reducir al máximo el componente irregular.
2. Utilizando el componente de tendencia-ciclo recién estimado, se obtiene un estimador preliminar de la suma de los componentes estacional e irregular
(St + It)p = Zt - Tt 				(3.2)
3. Utilizando una media móvil sobre el estimador preliminar de la suma de los componentes estacional e irregular (3.2), se obtiene un estimador preliminar del componente estacional. De manera similar al paso 1, la media móvil utilizada debe de representar lo mejor posible el componente estacional, reduciendo al máximo el componente irregular.
4. Ya que uno de los objetivos del ajuste es que la serie ajustada respete las características básicas de la serie original, el siguiente paso es centrar la estimación preliminar del componente estacional, de manera que los totales de la serie ajustada correspondan a los totales de la serie original. Esto se realiza normalizando los coeficientes de la media móvil utilizada, de manera que la suma de los mismos en un año sea igual a cero; después de lo cual se obtiene el estimador del componente estacional .
5. Una vez que se han estimado tanto el componente de tendencia-ciclo, como el componente estacional, se obtiene la serie ajustada estacionalmente como:
SAt = Zt - St = Tt + It 			(3.3)	
Utilizando este algoritmo el problema de ajustar estacionalmente una serie de tiempo, se reduce a la elección de las medias móviles más adecuadas. El módulo X-11 utiliza este algoritmo dos veces, escogiendo diferentes medias móviles, de manera que en cada paso la estimación de los componentes se realiza de manera más fina.
El modelo ARIMA con intervención se puede utilizar para mejorar el procedimiento X11, de las siguientes formas, dando paso al método X11-ARIMA (Espasa, 1985):
· Para realizar correcciones a priori en la serie, a partir de los resultados del análisis de intervención. Merecen especial mención las correcciones por efecto de Pascua y efecto calendario.
· Para corregir valores atípicos de la serie
· Para alargar la muestra al comienzo y al final de la misma.
· Para seleccionar la longitud de las medias móviles que aplica el procedimiento X11.
En el centro Statistics Canadá se desarrolló el procedimiento denominado X11 ARIMA (Dagum, 1980), que sirve para las cuatro finalidades enunciadas anteriormente.
El procedimiento X11 tiene una opción que permite la corrección por efectos calendario y calcula los factores estacionales que se derivan del mismo. No obstante, si se dispone de un modelo ARIMA con intervenciones que explica dichos efectos, parece conveniente corregir la serie a partir de esa estimación global y no a partir de las estimaciones del método X11.
La aplicación del análisis de intervención suele restringirse a puntos muestrales atípicos en los que se sabe que ha ocurrido algún acontecimiento especial y se tiene cierta información sobre la naturaleza de sus efectos. Sin embargo, la serie temporal puede contener otros puntos atípicos sobre los que no se tenga información a priori. El método X11 tiene un mecanismo interno de corrección de dichos valores, para evitar que contaminen la estimación de los factores estacionales. 
El U.S. Census Bureau realizó, en 1998, grandes mejoras al procedimiento X11-ARIMA. El método resultante se denominó X12-ARIMA. Las mejoras resultantes se presentan en el siguiente grafico, traducido y adaptado por Botargues y Pacheco (2004) a partir del trabajo de Findley et al. (1998):







Gráfico 2: Modificaciones del X12-ARIMA con respecto al X11-ARIMA
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2.2. TRAMO-SEATS
El procedimiento de descomposición se lleva a cabo en dos partes: En la primera, a partir del modelo ARIMA identificado por TRAMO en la etapa de ajuste previo, SEATS identifica modelos ARIMA para cada uno de los componentes. En la segunda parte, se estiman los componentes utilizando un filtro lineal que está basado en el modelo identificado para cada componente en la primera etapa.
Las siglas de TRAMO significan “Time Series Regression with ARIMA Noise, Missing Observations, and Outliers” y las de SEATS “Signal Extraction in ARIMA Time Series”. Estos programas (que normalmente se usan juntos) han sido desarrollados por Víctor Gómez y Agustín Maravall del Banco de España.
TRAMO estima y pronostica modelos de regresión con errores posiblemente no estacionarios como los ARIMA y cualquier serie de observaciones ausentes, además de identificar y corregir observaciones atípicas como por ejemplo: el efecto Pascua, Calendario y el relacionado a formas de variables de intervención. Con este modelo, se realiza el ajuste previo de la serie.  Luego SEATS estima los componentes no observados en las series temporales, siguiendo el método “basado en modelos ARIMA”. Se estima y se obtienen predicciones de la tendencia, el componente estacional, el componente irregular y los componentes cíclicos, utilizando un filtro lineal que está basado en el modelo identificado para cada componente en la primera etapa. Además se obtienen los estimadores con error cuadrático medio mínimo (ECMM) de los componentes, así como sus predicciones también. En conjunto, TRAMO/SEATS realiza la estimación ARIMA y la descomposición en componentes aditivos o multiplicativos; por lo que TRAMO hace la estimación, mientras que SEATS hace la descomposición (Kikut-Ocampo, 2005).
Se supone que los componentes no observados son simplemente un componente de señal, denotado por C1t y un componente de ruido, denotado por C2t.
Básicamente, la metodología para identificar los componentes consiste en factorizar el modelo ARIMA de la serie linealizada, en modelos ARIMA para cada componente Cj:
φj (L) Cjt = θj (L) εjt 				(3.4)
donde , de manera que se cumplan los siguientes requisitos:
1. La agregación de los componentes debe replicar el modelo identificado para la serie linealizada, es decir:
Zt = Σj Cjt 					(3.5)
2. El modelo utilizado debe replicar las características asociadas a cada componente. (Villarreal, 2005)
Despejando (3.4) para cada uno de los componentes, y sustituyéndolos en (3.5) se verifica después de un poco de álgebra que (3.4-5) implican que obedece el siguiente proceso:
φ1 (L) φ2 (L) Zt = φ 2 (L) θ1 (L)ε1t + φ 1 (L) θ2 (L)ε2t
Con lo cual se satisface el primer requisito, es decir la suma de los componentes resulta en un
modelo ARIMA similar al de la ecuación 	φ (L) δ (L) Zt = θ (L)εzt	, en particular se tiene que obedece el proceso ARIMA:
φz (L) Zt = θz (L)εzt				(3.6)
donde:
φz (L) = φ1 (L) φ2 (L)				(3.7)
θz (L)εzt = φ 2 (L) θ1 (L)ε1t + φ 1 (L) θ2 (L)ε2t	(3.8)
Para identificar el polinomio AR, se factorizan las raíces del polinomio del modelo identificado por TRAMO para la serie linealizada en el dominio de la frecuencia, para identificar los polinomios de los componentes no observables de manera que los modelos de los componentes repliquen las características asociadas a cada componente.
Una vez que los polinomios autorregresivos de los componentes han sido identificados, la estructura del modelo de la serie linealizada y la ecuación (3.8) implican máx(p2+q1,p1+q2)+1  restricciones para identificar q1+q2+2 coeficientes restantes, es decir los polinomios MA de los componentes y las varianzas de las innovaciones.
En el caso general en el que máx(p2+q1,p1+q2)+1  < q1+q2+2 el sistema no está identificado, por lo cual es imposible encontrar una descomposición aceptable sin imponer restricciones adicionales. Esto significa que no es posible factorizar de manera única el polinomio MA de la serie para obtener los polinomios MA de los componentes y la varianza de sus innovaciones, de manera que los espectros de todos los componentes sean no-negativos.
SEATS utiliza una alternativa que no requiere la imposición de restricciones en el orden de magnitud de los polinomios MA de los componentes no observados. Este enfoque es conocido como la descomposición canónica. La descomposición canónica consiste en maximizar la varianza del componente irregular, al mismo tiempo que se minimiza la varianza de los demás componentes. En el dominio de la frecuencia minimizar la varianza de un componente es equivalente a inducir un cero en los espectros de los componentes canónicos, Tt y St.
Bajo el supuesto de normalidad de las innovaciones, el estimador óptimo de la componente Cj se obtiene al calcular su esperanza condicional sobre la serie observada. Incluso cuando se relaja el supuesto de normalidad la esperanza condicional permite obtener el estimador lineal con error cuadrático medio mínimo. Para calcular la esperanza condicional, se utiliza el filtro Wiener-Kolmogorov. También se podría utilizar el filtro de Kalman, ya que ambos filtros son óptimos en el sentido que minimizan el error cuadrático medio (Villarreal, 2005).
El filtro WK es un filtro lineal que se puede expresar como la razón entre la función de autocovarianza del componente a estimar, , y la función de autocovarianza de la serie observada. Una de las ventajas de utilizar modelos paramétricos, es que el filtro WK se puede expresar como una función de los parámetros de los modelos de la serie observada de los modelos de los componentes considerados.

3. Modelo de Espacio de Estados
El modelo básico de espacio de estados se puede expresar como
Yt = Zt αt + εt			εt ~ NID (0; Ht)
αt = Tt αt-1 + Rt ηt		ηt ~ NID (0; Qt)			(4.1)
donde Yt es un vector de orden (px1) de observaciones, αt es un vector de orden (mx1) no observable denominado vector de estado, las matrices Zt(pxm), Tt(mxm) y Rt(mxg) son conocidas y ηt es un vector aleatorio de orden gx1. 
Se introduce la matriz Rt como matriz de selección, está formada de ceros y unos de acuerdo a si los ηt son determinísticos o aleatorios.
A la primera ecuación de (4.1) por lo general se la llama ecuación de medida y a la segunda ecuación de transición. 
Para la estimación de cada uno de los componentes no observables se pasa por varias etapas:
i.- Filtrado, es una operación donde se va actualizando el sistema cada vez que aparece una nueva observación Yt. Este filtrado se realiza mediante el conocido filtro de Kalman. El filtrado permite la estimación del estado utilizando datos actuales disponibles. 
ii.- Iniciación del filtro, se debe especificar cómo se comienza el filtro, es decir que valores iniciales toman los componentes.
iii.- Suavizado, considera la estimación de los componentes tomando información de la muestra completa. Estas estimaciones se realizan minimizando el Error Cuadrático Medio.
El suavizado y el filtrado se deben realizar simultáneamente. Se van a obtener dos estimaciones de los componentes una filtrada y otra suavizada, la óptima desde el punto de vista de Fisher es la suavizada porque utiliza toda la información de la muestra.
Los parámetros en los modelos de espacio de estado usualmente se los denomina hiperparámetros, presumiblemente para distinguirlos de los elementos del vector de estado los cuales pueden ser pensados como parámetros aleatorios. El vector de hiperparámetros ϕ se estima por máxima verosimilitud.
El modelo de espacio de estados aplicado a series de tiempo con tendencia y estacionalidad se define de la siguiente manera (Harvey, 1989):
Yt = µt + γt + εt		t = 1,…,T
µt = µt-1 + βt-1 + ηt
βt = βt-1 + ζt
γt = Σjs-1 γt-j + ωt								(4.2)
donde εt, ηt, ζt y ωt son errores ruido blanco no correlacionados mutuamente, con variancias σ2ε, σ2η, σ2ζ y σ2ω respectivamente (hiperparámetros).
	Los componentes no observables son:
µt: Nivel de la serie que será fijo si σ2η = 0;
βt: Pendiente de la serie que será fija si σ2ζ = 0;
γt: Efecto estacional que será determinístico si σ2ω = 0.
	El modelo es siempre observable, pero sólo es controlable y estable si σ2ζ y σ2ω son estrictamente positivos.
	Si Yt se distribuye en forma Normal, se puede utilizar el filtro de Kalman y su suavizador asociado para obtener una estimación de los componentes no observables al final del período. La función de verosimilitud necesaria para estimar los hiperparámetros se construye a partir del filtro de Kalman en términos de la predicción un paso hacia delante y se optimiza con respecto a los hiperparámetros por optimización numérica.
	A partir de los hiperparámetros estimados, se utiliza el filtro de Kalman y su suavizador para lograr predicciones de los residuos un paso hacia delante. Con el filtrado y suavizado se logran las predicciones de la serie en estudio. Es precisamente el suavizador el que permite estimar los componentes no observables

4. Comparación de los métodos de ajuste estacional
A la hora de comparar los métodos de ajuste estacional, hay que tener en cuenta dos puntos importantes (Blaconá-Sigal, 2006):
1. Las propiedades deseables de los componentes y las propiedades deseables de los estimadores de los componentes. Se debería comparar el estimador teórico con la estimación en lugar del componente teórico como se hace muchas veces, haciendo tests y por  unos pocos valores criterios.
2. Es especialmente importante en comparaciones empíricas que se cumplan las propiedades deseables de los métodos de ajuste estacional que demandan los usuarios y las propiedades del modelo subyacente de la serie de tiempo.
Las propiedades deseables del método de ajuste estacional es altamente dependiente del modelo de la serie de tiempo y no se deberían definir en general.
Un criterio empírico es útil sólo en conexión con las propiedades de cada serie, los criterios más importantes son criterios teóricos. Para la comparación teórica de diferentes métodos se debería perseguir que el método:
· sea consistente con la información inherente a los datos;
· proporcione  estimaciones que deberán ser adecuadas para los supuestos dados;
· brinde supuestos exactos sobre la estimación del modelo, definición precisa de los componentes y conceptos de estimación claros, dados criterios de optimización;
· provea al usuario información adicional útil acerca del estimador del dato ajustado estacionalmente;
· proporcione herramientas estadísticas para chequear si el método de ajuste estacional falla.
Los métodos basados en modelos pueden realizar las siguientes pruebas sobre los residuos y estimación del modelo:
· test para ver si la media de los residuos es cero;
· pruebas de asimetría, curtosis y sus errores estándares;
· error estándar, variancia y test D-W de los residuos;
· estadística Q de Ljung -Box para autocorrelación de los residuos;
· estadística Qs de Pierce para detectar estacionalidad en los residuos;
· test asintótico de aleatoriedad de los residuos y sus autocorrelaciones;
· autocorrelaciones de residuos al cuadrado y estadística Q asociada para   chequear el   supuesto de linealidad.
Para la comparación de varios métodos, tanto basados en modelos como no, corresponde la utilización de criterios empíricos. Eurostat propone los siguientes:
1. En el enfoque de modelos, adecuación del modelo; por ejemplo, test de Ljung - Box de las primeras  24 correlaciones de los residuos.
2. Idempotencia: El ajuste estacional no debe presentar ninguna característica estacional después de realizado el ajuste. Se usa la siguiente medida:
Si xtsa1 es la salida filtro en el momento t después de usar el filtro del ajuste estacional de la primera serie y xtsa2 lo mismo de la segunda serie, una medida es la diferencia media cuadrática:


              o el rango de los resultados de los diferentes métodos.
3. Variabilidad de las cifras estacionales. Criterio simplemente descriptivo porque la variabilidad real de las cifras estacionales normalmente es desconocida. La medida es la diferencia del cuadrado de la media relativa entre los valores de los componentes estacionales para sucesivos meses con el mismo nombre.
4. Diferencia entre el total anual entre la serie original y la serie estacionalmente ajustada.
5. Porcentaje de error medio absoluto de los pronósticos.
6. Estabilidad de la salida:
a) cálculo de la diferencia del cuadrado de la media relativa entre el k-ésimo y (k-1)-ésimo valor del análisis sucesivo de la serie estacionalmente ajustada, k = 1,2,...30. Este criterio está relacionado a la variabilidad de las cantidades estacionales y la detección de puntos de quiebre;
b) el promedio absoluto relativo entre el valor ajustado estacionalmente en el momento t y el valor estacionalmente ajustado del momento t a t+12 y t+36.
7. Detección de puntos de quiebre. Cualquier método detecta los puntos de quiebre después de pocos años. Entonces se puede tomar m puntos de quiebre y ver cuanto tardan en detectarlos los distintos métodos y cuándo dan una falsa alarma. Si la distancia del punto de quiebre al final de la serie es suficientemente larga se puede:
a) calcular el punto de quiebre del estimador final de los distintos métodos;
b) calcular cuanto tiempo se toma hasta que converja la tendencia hasta el final.
A continuación se aplicarán algunos de los criterios mencionados en este capítulo, para la comparación de la información resultante de ajustar estacionalmente, mediante X12-ARIMA, TRAMO/SEATS y Modelos de Espacio de Estados (STAMP), para algunas series de datos simulados.

5. Resultados:
Para la comparación de los distintos métodos de ajuste estacional, se simularon 100 series de tiempo, cada una de ellas compuestas por 120 observaciones que se suponen mensuales (10 años), tales que las componentes estacional, tendencia/ciclo e irregular están incluidas en las series con igual peso.
De los criterios enumerados anteriormente, se compararon los siguientes:
· Variabilidad de cifras estacionales: se calcularon los coeficientes estacionales (CE) y luego se calculó el indicador VCE = .
· Diferencia entre los totales anuales de la serie original y la serie ajustada: se trabajó con la siguiente medida: DTA = , donde  es el total del año i para la serie ajustada y   es el total del año i para la serie original.
· Estabilidad de las salidas: se calculo la medida ES, que representa las primeras diferencias al cuadrado, relativas. ES = .
· Ortogonalidad entre las series ajustadas estacionalmente y los componentes estacionales: para cuantificar este criterio, se calculó el coeficiente de correlación lineal de Pearson, en cada par de series ajustadas y componentes.
En el cuadro siguiente se presenta una comparación de los resultados obtenidos para cada método.
Cuadro 1: Resultados de los criterios de comparación para los tres métodos de desestacionalización
	Criterio
	Medidas
	Método

	
	
	Espacio de Estados
	TRAMO/SEATS
	X12-ARIMA

	Variabilidad de Cifras Estacionales
	Media de VCE
	4,63
	12,89
	17,22

	
	Mediana de VCE
	4,13
	4,96
	14,68

	Diferencia entre totales anuales
	Media de DTA
	10,36
	10900,25
	9651,38

	
	Mediana de DTA
	0,001
	2880,405
	6643,510

	Estabilidad de las Salidas
	Media de ES
	3,91
	3,81
	3,66

	
	Mediana de ES
	3,73
	3,47
	3,49

	Ortogonalidad entre Serie Ajustada y Coef.
	Media de r
	0,018
	0,055
	0,016

	
	% de r significativos
	0%
	4%
	0%



En este cuadro se puede observar que los modelos de Espacio de Estados producen Coeficientes Estacionales más estables, ya que tanto comparando medias como medianas de la medida VCE, los menores valores perteneces a este método. Entre los modelos tradicionales, el método X12-ARIMA presenta componentes estacionales más variables.
Sin embargo, este no es el criterio más favorable a los modelos de Espacio de Estados. Cuando se comparan los totales anuales correspondientes a las series originales, contra los correspondientes a las series ajustadas estacionalmente, el valor promedio de la medida ES es 100 veces menor para los MEE, que para TRAMO/SEATS o X12-ARIMA. La mediana tan cercana a 0 indica que en más de la mitad de las series simuladas, no hay diferencias entre los totales originales y ajustados, por lo que este criterio favorece ampliamente a la utilización del nuevo método, frente a los tradicionales.
El único criterio (de los 4 utilizados en este trabajo) que favorece a los métodos tradicionales, es la Estabilidad de las Salidas. Tanto X12 como TRAMO/SEATS producen series desestacionalizadas levemente más estables que los Modelos de Espacio de Estados.
El último de los criterios trabajados es el de Ortogonalidad entre la Serie Ajustada y los Coeficientes Estacionales. Los tres métodos presentan una correlación muy baja entre ambas series. Sin embargo, la mayor independencia se ve en los métodos X12-ARIMA y MEE, ya que en el 100%  de los conjuntos trabajados, dichos métodos producen series ajustadas y coeficientes que no están significativamente correlacionados. En el caso de TRAMO/SEATS, el 4% de los conjuntos presentaron un r significativamente distinto de cero.

6. Consideraciones finales:
En este trabajo se presentan los Modelos de Espacio de Estados como método para estimar los componentes no observables de una serie de tiempo, y en base a estas estimaciones realizar el ajuste estacional.
Una vez que los parámetros han sido estimados, el filtro de Kalman y el suavizador producen la estimación óptima, en base al error cuadrático medio, de la tendencia y los componentes estacionales, y a partir de allí, se calculan los valores desestacionalizados.
Para realizar el ajuste estacional se utiliza los métodos tradicionales X12-ARIMA y TRAMO/SEATS y Modelos de Espacio de Estados
A partir de los resultados obtenidos, se observa que el método de ajuste estacional propuesto en este trabajo, se comporta igual o mejor que los métodos tradicionales en la mayoría de los casos. En los casos en que los métodos clásicos mejoran los resultados obtenidos por los Modelos de Espacio de Estados, esta diferencia no es tan marcada.
Este trabajo es un buen punto de partida, para seguir probando con otros criterios de comparación sobre este tipo de series. Además, se puede trabajar con otros tipos de series, donde predomine los movimientos estacionales, irregulares o la componente tendencia/ciclo.
También interesaría analizar el comportamiento de los tres métodos en series reales, macro o microeconómicas.
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Modelos de Componentes en Análisis de Series de Tiempo
Enfoque no paramétrico:
X-11, X-11 ARIMA, X-12 ARIMA, SABL
Enfoque basado en modelos
Modelos determinísticos locales:
BV4
DAINTIES
Modelo Estocástico global
Modelos estructurales o de espacio de estados: STAMP
Modelos ARIMA:
SEATS
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